Johdatus tekoalyyn

Luento 6.10.201 |: Koneoppiminen

Patrik Hoyer

[ Kysykaa ja kommentoikaa luennon aikana! ]



Koneoppiminen?

® Maaritelma:

kone = tietokone, tietokoneohjelma

oppiminen = ongelmanratkaisukyvyn
parantuminen kokemuksen avulla

® Toisin sanoen...

- sen sijaan etta ohjelmoija kirjoittaa tarkat saannot jonkun
ongelman ratkaisuun, ohjelmoija ohjeistaa tietokonetta
oppimaan esimerkeista

- monissa tapauksissa tietokoneohjelma voi talloin oppia
ratkaisemaan jotain tehtavaa paremmin kuin ohjelmoija
itse osaa!



Esimerkki |

Miten ohjelmoida tietokonetta pelaamaan esim ristinollaa?
XO XO XO XO XO XOo X
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Vaihtoehto |: Katso koko pelipuu lapi, valitse optimaalisesti
(vain hyvin yksinkertaiset pelit!)

Vaihtoehto 2: Ohjelmoija kirjoittaa saannot, tyyliin ‘jos
vastustajalla on kahden suora ja kolmas on vapaa, esta suora
laittamalla oma merkki siihen’, jne (tyolasta, vaikeaa!)

Vaihtoehto 3: Tietokoneohjelma kokeilee erilaisia saantoja,
ja pelaa itseaan (tai muita) vastaan kokeillen milla saannoilla
voittaa ja milla saannoilla havitaan, oppien nain voittamaan
(‘koneoppiminen’)



® Arthur Samuel (50-60 luvuilla):
® Tietokoneohjelma oppii pelaamaan tammea

® Ohjelma pelaa itseaan vastaan tuhansia kertoja, oppii
mitka positiot ovat hyvia, mitka huonoja (sen perusteella,
kuinka usein ne johtavat voittoon/havioon)

® Ohjelma tulee lopulta paremmaksi kuin sita ‘opettava’
ohjelmoija




Ongelman ymmartaminen

Eras koneoppimisen maaritelma on etta tietokone parantaa
suorituskykyaan suorittaessaan jotain tiettya tehtavaa sita
mukaan kun se nakee esimerkkeja.

Siispa taytyy erottaa:

® Jehtava: Mita kone/ohjelma yrittaa tehda? Minka ongelman
se ratkaisee!

® Hyvyysmitta: Miten mitataan kuinka hyvin kone/ohjelma
ratkaisee tehtavaa!’

® F[simerkit/data: Mika on se kokemuspohja/esimerkkidata
jonka perusteella kone/ohjelma oppii?




Esimerkki 2

Automaattinen kasvojentunnistus (facebook, apple, ...):

tl.... ¢

(ei toimi! miten
tunnistaa ‘tukan’? miten arvioida ‘nenan’ koko!? jne...)

® Tietokoneelle naytetaan (kuva, nimi)-esimerkkipareja,

tietokone oppii itse mitka ‘piirteet’ ovat relevantteja (vaikea
ongelma, mutta mahdollista jos riittavasti esimerkkeja!)

! ! !

antti doris patrik ?




Esimerkki 3

Roskapostin suodatus:

. . LX) . . ) ee e o..... ¢

roskaa’ (vaikeaa, eika kayttajalle raataloity)

® Kayttaja ohjeistaa tietokonetta, mitka postit ovat roskaa,
tietokone oppii itse mita sanoja pitaisi katsoa!

From: medshop@spam.com

Subject: viagra spam
cheap meds...

From: my.professor@helsinki.fi

Subject: important information
here’s how to ace the test...

From: mike@example.org
Subject: you need to see this ?
how to win $1,000,000...




Esimerkki 4

Hakulausekkeiden ennustaminen:

Ohjelmeijaantaa-valmiin-sanakirjan. (sanat muuttuu!)

® Edelliset hakulausekkeet kaytetaan esimerkkeina!

Hakutulosten jarjestaminen:

pisteiden-mulaan. (mista ohjelmoija tietaa miten eri sivun

ominaisuudet pitaisi painottaa?)
Tallennetaan mitka linkit valitaan minkakin hakulausekkeen

jalkeen, ja laitetaan suosituimmat sivut karkeen (yritetaan
ennustaa mita kayttaja haluaa!)



http://www.google.fi/
http://www.google.fi/
http://www.google.fi/
http://www.google.fi/

Esimerkki 5

Kasinkirjoitettujen merkkien tunnistaminen:
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(postin lajittelu, vanhojen kirjojen digitointi, ...)




Esimerkki 6

Autot jotka eivat tarvitse kuljettajaa:

LOOK, NO HANDS!
INTRODUCING THE DRIVERLESS CAR

http://www.youtube.com/watch?v=Atmk070Otu9U


http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U
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http://www.youtube.com/watch?v=Atmk07Otu9U
http://www.youtube.com/watch?v=Atmk07Otu9U

Esimerkki 7

Suositusjarjestelmat:

® amazon.com: “jos ostit taman kirjan, saatat myos olla
kiinnostunut tasta toisesta kirjasta”

] Ay
® netflix.com: kayttajat 57 5‘3 j S 5?
arvioivat elokuvia, “ % 5 M
jarjestelma ehdottaa sen 1Linda 4 5|5](1 2
pohjalta kayttijille uusia 3 413
elokuvia (‘netflix prize”: “:'iclkl - ‘; . 1 > 11
$1.000.000 palkinto, Lucy ST111 -
vuodet 2006-2009) sohn | 1 11 a .
4 5 5
2 3 3

http://www.youtube.com/watch!feature=player_detailpage&v=ImpV70ulLxyw


http://www.youtube.com/watch?feature=player_detailpage&v=ImpV70uLxyw
http://www.youtube.com/watch?feature=player_detailpage&v=ImpV70uLxyw
http://www.youtube.com/watch?feature=player_detailpage&v=ImpV70uLxyw
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Esimerkki 8

Konekaantaminen:

® Perinteinen tapa: Sanakirja ja kielioppi

® Nykyaan (enemman ja enemman): Tilastollinen
konekaantaminen, joka perustuu esimerkkeihin/dataan
Google kaantaja

Kielesta: suomi ¥ -3 Kielelle: englanti ¥ Kaanna

Tietojenkasittelytieteen opinnot antavat erinomaisen pohjan tydskentelylle
kaikkialla, missa kehitetaan tai sovelletaan tietotekniikkaa.

Kaannos (suomi > englanti)

Computer studies provide an excellent foundation for the work, wherever
applicable, or to develop information technology.



Esimerkki 9

‘Kavereiden’ ehdottaminen:

® Voiko facebook kaverigraafin perusteella arvata tuntevatko
kaksi henkiloa toisensa vaiko ei?

® (saako twitter arvata keta olisit kiinnostunut ‘seuraamaan’?

munw




Miksi koneoppimista?

® Nykypaivana on helppoa ja halpaa:

- Kerata dataa (halvat sensorit, paljon jo digitaalista)
- Tallentaa dataa (kovalevytila halpaa)
- Lahettaa dataa (lahes ilmaista netissa)

® Joten: Kaikki keraavat suuria maaria dataa!

- Yritykset: kaupat (ostotapahtumat), hakukoneet
(hakulausekkeet, valinnat), finanssisektori (osakkeet,
valuuttakurssit), tehtaat (erilaiset sensorit), sosiaalinen
media (facebook, twitter, ...), kaikki palvelimet

- Tiede: geenisekvenssit, geeniekspressio, hiukkaskokeet
fysiikassa, tahtitiede, ...

® Mutta: Miten hyodyntaa sita!




Koneoppimisen lajit

® Ohjattu oppiminen:

Esimerkit ovat pareja (X, y), tavoitteena on oppia
ennustamaan y annettuna X.

Luokittelu (diskreetti ‘y’):
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Koneoppimisen lajit

® Ohjaamaton oppiminen:

Esimerkit eivat sisalla ‘oikeaa vastausta’ y. Sen sijaan
tavoitteena on vain ymmartaa annettu datajoukko.

Klusterointi:
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Koneoppimisen lajit

® Ohjaamaton oppiminen:

- Esimerkit eivat sisalla ‘oikeaa vastausta’ y. Sen sijaan
tavoitteena on vain ymmartaa annettu datajoukko.

Klusterointi:
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Koneoppimisen lajit

® Vahvistusoppiminen:

- Annettuna syote X', ohjelma tulostaa ‘y’, mutta sen sijaan
etta meilla olisi tarkka ‘oikea’ y, osataankin vain antaa
karkea arvio siita, kuinka ‘hyva’ ohjelman tulostama y oli

(eli: ‘kannustetaan, muttei anneta mitaan yhta oikeaa
vastausta’)

® Kaikki koneoppimistehtavat eivat ainakaan ihan suoraan
mahdu naiden yksinkertaisten otsikoiden alle! (esim: ‘semi-

supervised learning’, ‘yhteisollista suodattamista’, ‘learning to
rank’, ...)



Kasinkirjoitetut merkit

Koneoppimisongelman maarittely (esim.):

® Tehtava: Annettuna uusi 28 x 28 pikselikuva, luokittele se
johonkin luokkaan 0 — 9. (Funktion syote on siis 28%28 =
/84-pituinen binaarivektori, ja funktion pitaa palauttaa jokin
kokonaisluku 0 —9.)

® Hyvyysmitta: Kuinka monta prosenttia uusista kuvista
luokitellaan oikein (eli silhen luokkaan mita meidan
esimerkeissa on annettuna)

® Data: MNIST-kasinkirjoitetut

numerot, jossa jokaiselle - ‘7, "-I
kuvalle on annettu luokka - ]
0 — 9. Ensimmaiset 5000 kpl | | | l
kaytetaan opetusdatana, 3 . 4

seuraavat 1000 kpl testidatana.



Lahimman naapurin luokittelija

‘Yksinkertaisin mahdollinen’ luokittelija.
® Toiminta:
|. Tallenna koko opetusdata

2. Annettuna uusi (testi-) sydtevektori x, 16ydi sitd
lahimpana oleva opetusdatan vektori x*2" ja palauta sita
vastaava luokka ytain,

® Havainnollisesti siis nain:
A ?

? e training example of class 1

O
»;
* .\ ¢ o .o. ® training example of class 2

® o
o o° O test example




Lahimman naapurin luokittelija

‘Yksinkertaisin mahdollinen’ luokittelija.
® Toiminta:
|. Tallenna koko opetusdata

2. Annettuna uusi (testi-) sydtevektori x, 16ydi sitd
lahimpana oleva opetusdatan vektori x*2" ja palauta sita
vastaava luokka ytain,

® Havainnollisesti siis nain:

A o
.@/ ¢ e training example of class 1
. ,B * & * training example of class 2
» ° O test example
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Lahimman naapurin luokittelija

Merkkien valiset etaisyydet!?

Kaytannossa kahden binaarivektorin etaisyytta voidaan
mitata esim laskemalla kuinka monessa kohtaa vektorit ovat

erisuuret:
lOOOITO00I1IO0I1O0

| 100010010010
0100100011000 = 4 eroa

...tama vastaa sita etta laitetaan ‘merkit paallekkain’, ja
katsotaan kuinka monessa kohtaa ne eroavat.

Onko tama hyva etaisyysmitta? (esim kaksi melkein
identtista merkkia jotka eroavat vain niin etta toisessa
kuvassa merkki on siirtynyt parin pikselin verran saattavat
taman etaisyysmitan suhteen olla hyvin kaukana toisistaan)




Lahimman naapurin luokittelija

® Toinen esitys samasta asiasta:

Opetusdata (Iuokat annettu):
4 9 4 3 4 8 2 2 |

EIII------I [

Uudet kuvat:

) /17l
|




Lahimman naapurin luokittelija

® Toinen esitys samasta asiasta:

Opetusdata (luokat annettu):
o7 I 1 4 9 4 3 4 8 2 2 8 7 0 8

---------ﬂ-ﬂ-




Lahimman naapurin luokittelija

® Toinen esitys samasta asiasta:

Opetusdata (luokat annettu):
4 9 4 3 4 8 2 2 8 7 0 8

o 7 1 |
0.7 1/ -------ﬂ-ﬂ-

Uudet kuvat:

/1851715106604 /234



Lahimman naapurin luokittelija

® Toinen esitys samasta asiasta:

Opetusdata (luokat annettu):

07 I |
0.7 1/

Uudet kuvat:

4 9 4 3 4 8 2 12 8 7 0 8

-------ﬂ-ﬂ-



Lahimman naapurin luokittelija

® |-NN (I-nearest neighbor) luokitin kasinkirjoitetuille
merkeille:

Opetusdata (Iuokat annettu):
4 9 4 3 4 8 2 2 8 7 0 8

I?]III-----------E-E-

Uudet kuvat:

)|/ 79 /185171506604 /2344

I 1 9 9

Virheita: 7.6%
(ensimmaiset 5000 merkkia opetusdataa, seuraavat 1000 merkkia testidataa)



k-lahimman naapurin luokittelija

® Toiminta: Samoin kuin lahimman naapurin luokittelija, mutta
loyda k lahinta opetusdatan esimerkkia, ja arvaa luokka

taman perusteella (k lahinta ‘aanestavat’ mita luokkaa
ehdotetaan)

® FEsim k=3:

A
¢ e training example of class 1

¢ @/ ® training example of class 2

° . O test example

® o

& O

X
%

X

® Harjoitustehtavana kokeilla, miten tallainen ‘k-NN’ luokitin
toimii kasinkirjoitettujen numeroiden tunnistamisessa



‘Naive Bayes’ -luokittelija

Kasitelty jo aiemmin kurssilla roskapostisuodatuksen yhteydessa

Toiminta:

Oppiminen: (annettuna iso esimerkkijoukko kuvia+luokkia)
Jokaiselle luokalle i (tassa: 0-9)
Jokaiselle piirteelle j (tassa: 784 pikselia)
Estimoi todennakoisyysjakauma talle luokka-piirre
kombinaatiolle (tassa: todennakoisyys etta kyseinen
pikseli, taman luokan kuville, on 1)

Luokittelu: (annettuna uusi kuva)
Jokaiselle luokalle i (tassa: 0-9)
Aseta log-todennakoisyys logP(1i)=0
Jokaiselle piirteelle j (tassa: 784 pikselia)
logP(i) = logP(i) + log P(i,j) (eli summaa
pikselien log-todennakoisyydet, annettuna luokka)
Palauta luokka i jolla suurin log-todennakoisyys.



‘Naive Bayes’ -luokittelija

® Jokaisen luokan, jokaisen pikselin todennakoisyyet voidaan
esitella yksinkertaisesti nain (harmaasavy = todennakoisyys etta
pikseli on ‘paalla’ kyseisen luokan kuvilla)

0/112/34
sc78la

Eli tassa saadaan eraanlaiset ‘prototyypit’ luokille. Luokka
arvioidaan sen perusteella, kuinka hyvin uusi kuva sopii naihin
prototyyppeihin.



Neuroverkko

® Matkitaan aivojen toimintaa. Monta ‘hermosolua’, kukin pystyy
vain hyvin yksinkertaiseen operaatioon, mutta yhdessa ne

tekevat jotain mielenkiintoista:
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Jokainen ‘solu’ laskee
painotetun summan
tuloistaan, ja lahettaa
eteenpain epalineaarisen
funktion siita summasta

Painot ovat adaptiivisia,
ja saadetaan niin etta
verkko ‘oppii’ datasta



Yhteenveto

® Koneoppimista kannattaa kayttaa kun

- Tehtava on vaikea ratkaista ‘manuaalisella’ ohjelmoinnilla:
Ohjelmoija ei osaa itse ratkaista tehtavaa, tai ehka osaa
muttei kuitenkaan pysty kertomaan ‘miten’ se tehdaan.

- Esimerkkeja (dataa) on paljon, jonka perusteella kone voi
oppia itse suorittamaan jotain tehtavaa

- Tarvitaan adaptiivinen menetelma, joka mukautuu kayttajan
tottumuksiin ja tarpeisiin

® Aloita maarittelemalla tehtava, hyvyysmitta, ja data. Taman
jalkeen valitse tehtavaan sopiva menetelma.




Mista lisaa tietoa?

® Koneoppiminen, ongelman maarittely, ohjattu/ohjaamaton
oppiminen:

Esim: Stanfordin kurssin intro videot (40 min)
http://www.ml-class.org/course/video/preview _list

® Lahimman naapurin luokittelija, k-NN. Esim:
http://cseweb.ucsd.edu/~elkan/250B/nearestn.pdf

® Naive Bayes -luokitin. Esim:
http://en.wikipedia.org/wiki/Naive Bayes classifier


http://en.wikipedia.org/wiki/Naive_Bayes_classifier
http://www.ml-class.org/course/video/preview_list
http://www.ml-class.org/course/video/preview_list
http://cseweb.ucsd.edu/~elkan/250B/nearestn.pdf
http://cseweb.ucsd.edu/~elkan/250B/nearestn.pdf
http://en.wikipedia.org/wiki/Naive_Bayes_classifier

Kurssit

® ‘Introduction to Machine Learning’ (engl.)

= Periodi Il (I.11 =9.12.201 1)
- ‘Algoritmit ja koneoppiminen’-linjan pakollinen kurssi

® Jatkokurssit: ‘Supervised machine learning’, ‘Probabilistic
models’,‘Unsupervised machine learning’,'‘Data mining, ...

® Myos Stanfordin yliopiston kurssi: www.ml-class.org

- Videoita, tehtavia, tentti, ohjelmointitehtavia
- Kurssi alkaa 10.10 (siis pian!)

- Opintopisteita tarjolla, katso:
http://www.cs.helsinki.fi/en/uutiset/65779


http://www.cs.helsinki.fi/en/uutiset/65779
http://www.ml-class.org
http://www.ml-class.org
http://www.cs.helsinki.fi/en/uutiset/65779

